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Resumen  

La selección de los materiales de construcción en obras residenciales es clave para garantizar la durabilidad y calidad de la obra, así como seguridad de los usuarios. 

El  proceso  de  selección  antes  se  basaba  en  rigurosos  ensayos  que  resultaban costosos, lentos e imprecisos, pero con la tecnología y el avance de la informática han mejorado; por lo tanto, el objetivo de la presente investigación fue describir las técnicas de inteligencia artificial existente para la selección del concreto usado en construcciones residenciales. Para ello se llevó a cabo una revisión de 240 artículos en base de datos como Scopus, Scielo, Latindex y Google académico, sobre técnicas de machine learning, deep learning, redes neuronales y Big data, de los cuales se seleccionaron  24  de  los  artículos  más  relevantes  en  función  de  los  criterios  de inclusión  y  calidad.  Los  resultados  de  la  revisión  muestran  que  los  métodos  de selección basados en inteligencia artificial han sido eficientes para la evaluación de la calidad del concreto, por lo que se pueden usar para la elección de materiales resistente a los riesgos más predominantes como son los incendios, terremotos y huracanes. 



Palabras claves: calidad, eficiencia, informática, seguridad, urbanismos. 
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Abstract   

The selection of construction materials in residential construction is key to ensure the  durability  and  quality  of  the  work,  as  well  as  the  safety  of  the  users.  The selection  process  used  to  be  based  on  rigorous  tests  that  were  costly,  slow  and inaccurate, but with technology and the advance of information technology, this process has improved; therefore, the objective of this research was to describe the existing  artificial  intelligence  techniques  for  the  selection  of  concrete  used  in residential construction. For this purpose, a review of 240 articles was carried out in databases such as Scopus, Scielo, Latindex and Google academic, on machine learning, deep learning, neural networks and Big data techniques, from which 24 

of  the  most  relevant  articles  were  selected  based  on  the  inclusion  and  quality criteria. The results of the review show that selection methods based on artificial intelligence have been efficient for the evaluation of concrete quality, so they can be used for the selection of materials resistant to the most prevalent risks such as fires, earthquakes and hurricanes. 



Keywords: quality, efficiency, computer science, safety, urbanism. 



















1492 







INTRODUCCIÓN 

La selección adecuada de concreto en construcciones residenciales es un proceso fundamental que impacta la durabilidad, seguridad y eficiencia de los proyectos de construcción. Tradicionalmente, esta elección se ha basado en la experiencia del ingeniero y en normas estandarizadas; no obstante, la creciente complejidad de los materiales  y  las  especificaciones  técnicas  ha  generado  la  necesidad  de  métodos más avanzados. En este sentido, para Mendoza et al (2022) la inteligencia artificial (IA)  se  presenta  como  una  herramienta  eficaz  para  optimizar  la  selección  de concreto,  gracias  a  su  capacidad  para  analizar  grandes  volúmenes  de  datos  y patrones complejos que afectan la toma de decisiones. Esta revisión sistemática explora  diversas  técnicas  de  IA  aplicadas  a  la  selección  de  concreto,  desde algoritmos  de  aprendizaje  automático  hasta  redes  neuronales,  evaluando  su efectividad en mejorar la precisión, reducir costos y promover la sostenibilidad en la construcción residencial. 

La  literatura  sobre  la  aplicación  de  técnicas  de  inteligencia  artificial  (IA)  en  la selección de concreto para construcciones residenciales resalta diversos enfoques innovadores que han emergido en las últimas décadas. Investigaciones recientes para Cabrera (2020) han evidenciado que algoritmos de aprendizaje automático, como los árboles de decisión y las máquinas de soporte vectorial, pueden aumentar notablemente la precisión en la selección de mezclas de concreto, optimizando sus propiedades mecánicas y de durabilidad. Además, estudios sobre redes neuronales artificiales  han  demostrado  su  eficacia  para  predecir  el  comportamiento  del concreto  bajo  diferentes  condiciones  ambientales  y  de  carga,  proporcionando herramientas  valiosas  para  ingenieros  y  arquitectos.  Otras  técnicas,  como  los algoritmos genéticos y la lógica difusa, también han sido exploradas, destacándose por su capacidad para manejar la incertidumbre y la variabilidad inherentes en los materiales de construcción. Mediante una revisión sistemática de la literatura, se observa una tendencia creciente hacia la integración de la IA en la industria de la construcción,  reflejando  mejoras  en  eficiencia,  sostenibilidad  y  reducción  de costos, subrayando el potencial transformador de estas tecnologías en la selección de concreto para proyectos residenciales. 

La  implementación  de  técnicas  de  inteligencia  artificial  (IA)  en  la  selección  de concreto para construcciones residenciales se justifica por la necesidad imperante 1493 





de mejorar la precisión, eficiencia y sostenibilidad en el ámbito de la construcción. 

Para Pérez (2022) la creciente complejidad de los materiales y las especificaciones técnicas,  junto  con  la  presión  para  reducir  costos  y  minimizar  el  impacto ambiental,  requiere  métodos  avanzados  que  superen  las  limitaciones  de  los enfoques tradicionales basados en la experiencia y normativas estandarizadas. La IA,  con  su  capacidad  para  analizar  grandes  volúmenes  de  datos  y  discernir patrones  complejos,  proporciona  una  solución  innovadora  para  optimizar  la selección  de  mezclas  de  concreto,  garantizando  propiedades  mecánicas  y  de durabilidad  adecuadas  en  diversas  condiciones.  Además,  la  aplicación  de algoritmos  de  aprendizaje  automático,  redes  neuronales  y  otras  técnicas  de  IA permite gestionar la incertidumbre y variabilidad en los materiales de construcción, traduciéndose en proyectos más seguros, económicos y sostenibles. Por lo tanto, investigar  y  sistematizar  el  uso  de  IA  en  este  ámbito  no  solo  enriquece  el conocimiento  académico,  sino  que  también  tiene  significativas  implicaciones prácticas para mejorar la calidad y eficiencia de la construcción residencial. 

Para llevar a cabo esta investigación, se emplearán dos herramientas principales: la  revisión  de  artículos  científicos  y  la  consulta  de  revistas  especializadas  en  el tema. Para Noriega (2021) la revisión de artículos científicos es fundamental, ya que permite identificar y analizar estudios previos que han aplicado técnicas de inteligencia  artificial  (IA)  en  la  selección  de  concreto  para  construcciones residenciales. Este proceso facilita la identificación de metodologías, resultados y conclusiones relevantes, proporcionando una base sólida de conocimiento sobre el estado  actual  de  la  investigación  en  este  campo.  Además,  permite  realizar  una comparación  crítica  de  diferentes  enfoques  y  evaluar  su  efectividad,  lo  que  es esencial  para  sistematizar  las  mejores  prácticas  y  proponer  innovaciones fundamentadas en evidencia científica. 

La consulta de revistas especializadas es crucial para acceder a investigaciones de vanguardia y artículos revisados por pares, lo que garantiza la calidad y validez de la  información.  Para  Coevalán  (2018)  las  revistas  especializadas  en  inteligencia artificial y construcción proporcionan una plataforma para la difusión de estudios innovadores  y  avances  tecnológicos,  ofreciendo  una  visión  actualizada  de  las tendencias  y  desarrollos  en  el  campo.  Esta  herramienta  es  indispensable  para asegurar  que  la  investigación  esté  alineada  con  los  estándares  académicos  más 1494 







rigurosos  y  contemple  las  últimas  innovaciones  y  hallazgos.  Al  combinar  estas herramientas, se obtiene una comprensión integral del uso de IA en la selección de concreto, lo que permitirá formular recomendaciones prácticas y teóricas robustas para su implementación en proyectos residenciales. 

Los  objetivos  de  esta  investigación  son  diversos  y  se  centran  en  evaluar  y sistematizar el empleo de técnicas de inteligencia artificial (IA) en la selección de concreto para construcciones residenciales. En primer lugar, se busca identificar y clasificar las diferentes metodologías de IA utilizadas en este ámbito, incluyendo algoritmos  de  aprendizaje  automático,  redes  neuronales,  algoritmos  genéticos  y lógica  difusa.  En  segundo  lugar,  el  estudio  tiene  como  objetivo  analizar  la efectividad de estas técnicas en la mejora de la precisión, eficiencia y sostenibilidad en  la  selección  de  mezclas  de  concreto,  considerando  variables  como  las propiedades  mecánicas,  durabilidad  y  condiciones  ambientales.  Adicionalmente, se pretende evaluar los beneficios económicos y la reducción de costos derivados de  la  implementación  de  IA  en  comparación  con  los  métodos  tradicionales.  Por último,  la  investigación  aspira  a  ofrecer  recomendaciones  prácticas  para  la integración de estas tecnologías en la industria de la construcción, proporcionando un  marco  teórico  y  metodológico  que  facilite  su  adopción  y  optimización  en proyectos residenciales. 



MATERIALES Y METODOS 

Este estudio corresponde a la categoría de investigación secundaria, una revisión sistemática que utilizo un enfoque narrativo, y se guio por la declaración PRISMA que proporciona un marco para presentar de manera transparente los resultados de  este  estudio.  Este  proceso  de  investigación  tiene  tres  fases  que  son:  la identificación de artículos mediante la búsqueda en las bases datos establecidas, el análisis para la exclusión de los artículos no pertinentes y la selección de los artículos que serán descritos y analizados en la investigación. 
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Búsqueda de artículos  

Las estrategias de búsqueda utilizadas en esta revisión sistemática se centraron en el  uso  de  lenguaje  controlado  a  través  de  los  tesauros:  construcción,  riesgo, concreto,  huracanes,  sismos,  incendios,  seguridad,  Machine  Learning,  deep Learning, redes neuronales, big data  

Tabla 1. 

 Palabras claves y términos de búsquedas usados en la investigación. 



DeSC 

Mesh (ingles) 

(Portugues) 

1 

Edifício 

OU  Building 

OR 

construção 

construction  

2 

Risco 

OU  Risk  OR  Safety 

Segurança  OU  OR 

earthquake 

terremoto 

OU  OR  hurricane  OR 

furacão 

OU  fire 

incêndio 

3 

Aprendizado  de  Machine Learning 

Máquina 

OU  OR Deep Learning 

Aprendizado 

OR  OR  Artificial 

Profundo OU OU  Neural  Networks 

Redes 

Neurais  or big data 

Artificiais 

OU. 

grandes dados 

Fuente: Elaboración propia 

Se consideraron trabajos que incluyeron texto con referencia al título del trabajo reseñado, cuyas publicaciones no sólo cumplieron con las condiciones del estudio, sino que además se realizaron dentro del plazo establecido. Durante la búsqueda de  información  se  tuvo  en  cuenta  la  terminología,  limitando  la  búsqueda  a  los resultados esperados y artículos que permitan la identificación de los riesgos que ocurren con mayor frecuencia durante la gestión de combustibles a nivel global y que protocolos se emplean para la identificación de riesgos durante la gestión de combustible. Esto fue analizado en revistas digitales dentro de bases de datos como 1496 







Scopus,  Scielo,  Latindex  y  Google  scholar.  Los  artículos  relacionados  con  estos contenidos abarcaron desde enero de 2018 hasta mayo de 2024. 

Criterios de inclusión 

Se consideraron para su inclusión artículos que incluían texto con referencia al título  del  artículo  revisado.  Estas  publicaciones  no  sólo  debian  cumplir  con  las condiciones del estudio, sino que además debian haber sido realizadas dentro del plazo establecido desde el 2018 al 2024. Durante la búsqueda de información se tuvo en cuenta la terminología: sobre las técnicas de inteligencia artificial para la selección de concreto en construcciones residenciales, restringiendo la búsqueda a  resultados  esperados  y  resultados  previos  en  artículos  relacionados  con identificación  de  los  riesgos  que  ocurren  con  mayor  frecuencia  en  las construcciones residenciales donde el principal material usado es el concreto. 

Criterios de exclusión 

No se tomaron en cuenta publicaciones antes del 2018, duplicados, resúmenes, comunicaciones de congresos y aquellos que carecían de base científica y bases de datos  de  referencia  derivadas  de  fuentes  no  reconocidas,  aquellos  artículos relacionados con técnica de inteligencia artificial para la selección de materiales de construcciones residenciales diferentes al concreto como acero o madera. 

Proceso de selección de estudio 

Para la selección de los artículos se consideraron aquellos que cumplían con los criterios de inclusión que se establecieron en las palabras claves de búsqueda y que estuvieron presentes en el título, subtítulo y/o resumen del trabajo, las cuales fueron: construcción, riesgo, concreto, huracanes, sismos, incendios, seguridad, Machine  Learning,  deep  Learning,  redes  neuronales,  big  data  y  que  fueran correspondiente a los años 2018-2024. 

Figura 1 

 Protocolo para selección de artículos 
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Fuente: Elaboración Propia 

La recopilación de la información se realizó de manera minuciosa para garantizar la fiabilidad de la extracción de datos, resolver conflictos potenciales a través de la discusión  y  el  consenso  de  literatura  científica.  Este  proceso  de  recopilación  de datos basado en PRISMA garantiza la precisión y la transparencia en la recopilación de  información  sobre  las  técnicas  de  inteligencia  artificial  para  la  selección  de concreto  en  construcciones  residenciales  y  el  informe  de  datos  importantes  de estudios incluidos en revisiones sistemáticas integradas. 

Análisis de la información  

La investigación se desarrolló en dos etapas: la primera relacionada al  proceso de selección de artículos para la revisión sistemática, durante la cual se identificaron los artículos con información relevante para el desarrollo de esta investigación, y la etapa hermenéutica, que consiste en  el análisis e interpretación de los hallazgos de los artículos seleccionados sobre las técnicas de inteligencia artificial para la selección  de  concreto  en  construcciones  residenciales  y  mitigar  los  riesgos  de deterioro,  así  como  la  resistencia  a  eventos  extremos  como  incendios,  sismos  y huracanes. 

Durante  la  fase  hermenéutica  se  sintetizo  la  información  y  se  generaron comentarios basados en fundamentos teóricos. Se detallaron las diversas fuentes 1498 







que permitieron recopilar la información bibliográfica. Se explicaron las similitudes y diferencias entre diversos autores con características similares en sus temas de investigación los que serán tabulados en una hoja Excel para el correspondiente análisis, tomando en cuenta que cada artículo debe cumplir con los criterios de inclusión.  Se  utilizó  el  gestor  de  referencias  bibliográficas  y  documentos  de investigación Zotero, para almacenar la información de trazabilidad de los artículos seleccionados, incluyendo autor/es, año de publicación, revista científica y tipo de diseño. 

RESULTADOS 

De los 240 artículos revisados con relación a las técnicas de inteligencia artificial para la selección de concreto en construcciones residenciales y mitigar los riesgos de deterioro, así como la resistencia a eventos extremos como incendios, sismos y huracanes, se seleccionaron 24, de los cuales en los 6 primeros abordan los riesgos que ocurren con mayor frecuencia afectan las construcciones residenciales Tabla 2  

 Riesgos que ocurren con mayor frecuencia y que afectan las estructuras de concreto en zonas residenciales 

  

Titulo 

Autores 

Ano 

Considerations on computational 

Ni y Gemay 

2021 

modeling of concrete structures in fire 

A comprehensive review on fire damage 

Qin et al. 

2022 

assessment of reinforced concrete 

structures. 

Probabilistic performance of coastal 

Zhu et al. 

2021 

bridges under hurricane waves using 

experimental and 3D numerical  

investigations. 

Adaptive coastal construction: designing  Atcher et al. 

2021 

amphibious homes to resist hurricane 

winds and storm surges. 

Fragility functions for a reinforced 

Petrone et al. 

2020 

concrete structure subjected to 

earthquake and tsunami in sequence. 
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Damage estimation in reinforced 

Da Silva et al. 

2021 

concrete buildings from induced 

earthquakes in Brazil. 



Ni & Gemay (2021) señalan que las estructuras de hormigón exhiben respuestas no  lineales  complejas  bajo  cargas  de  fuego,  cuya  predicción  requiere  modelos computacionales sofisticados, cuya precisión se dificulta por las complejidades que surgen del comportamiento del material, lo que justifica la adopción de modelos constitutivos sofisticados. 

La importancia de esta evaluación de acuerdo a Qin et al. (2022) es debido a la prevalencia  de  factores  a  los  daños  de  las  estructuras  de  CR  como  incendios, ocasionados  por  problemas  eléctricos,  los  sistemas  defectuosos  de  detección  de incendios,  la  falta  de  equipos  de  extinción  y  los  obstáculos  en  las  salidas  de emergencia resultaron ser las causas más frecuentes de daños por incendio. El uso de  estos  modelos  se  acuerdo  a  Zhu  et  al.  (2021)  basados  en  parámetros experimentales podría ayudar en explorar la resistencia de los puentes costeros frente a los peligros naturales y desarrollar especificaciones para mitigar el riesgo de huracanes futuros, el cual es el factor de riego más frecuente en zonas costeras. 

En ese mismo sentido Atcher et al. (2021) afirman que la mayoría de los resultados del  análisis  mostraron  que  la  evaluación  de  riesgo  permite  seleccionar  otras opciones  de  construcción  en  áreas  afectadas  por  huracanes  que  reducen aproximadamente un 10% del costo de las reparaciones asociadas después de un huracán. Además de los huracanes en las zonas costeras de acuerdo a Petrone et al. (2020) están propensas a efectos de terremotos y que son difíciles de cuantificar mediante observaciones de daños, por lo que se requiere optimizar los métodos de evaluación. 

Muchos de estos daños según Da Silva et al. (2021) pueden estar asociados a la calidad del material, dado que encontraron que, cuando los muros de relleno no funcionan como componentes estructurales, es más probable que ocurran daños estructurales y, a la inversa, cuando sí lo hacen, los daños no estructurales son significativos. Este último efecto se produce por la reducción del período natural de vibración, lo que agrava los daños en los componentes interiores sensibles a la aceleración  del  suelo.  Los  siguientes  6  artículos  destacan  los  métodos  de inteligencia  artificial  empleados  basados  en  Machine  Learning  para  la 1500 







identificación de riesgos y selección del concreto en base a su cualidad de resistir eventos  extremos  (Tabla  3),  cuyos  principales  hallazgos  se  describen  a continuación: 

Tabla 3 

 Métodos empleados basado en basado en machine laerning para la identificación de riesgos y selección del concreto en base su calidad de resistir eventos extremos. 

  

Titulo 

Autores 

Año 

Predictive models for concrete properties 

Moein et al. 

2023 

using machine learning and deep learning 

approaches: 

Machine learning in concrete science: 

Li et al. 

2022 

applications, challenges, and best practices. 

Efficient machine learning models for 

Nguyen et al. 

2021 

prediction of concrete strengths. 

Shear capacity prediction of slender 

Olausi y Awoyera 

2021 

reinforced concrete structures with steel 

fibers using machine learning. 

Predicting concrete compressive strength 

Asteris et al. 

2021 

using hybrid ensembling of surrogate 

machine learning models. 

Machine learning-based approaches for 

Hwang et al. 

2021 

seismic demand and collapse of ductile 

reinforced concrete building frames. 



Moein et al. (2023) demostraron que la viabilidad de las aplicaciones de modelos ML y DL para predecir la mecánica del hormigón, mediante una exhaustiva revisión de  varios  algoritmos  de  modelado  destacando  sus  aplicaciones,  rendimiento  y lagunas de conocimiento actuales que ayudará a los ingenieros e investigadores de materiales  de  construcción  a  seleccionar  técnicas  adecuadas  y  precisas  que  se ajusten a sus necesidades. 

Es por ello que Li et al. (2022) destacan la importancia del ML para el diseño de mezclas de concreto, y formular mejores prácticas, destacando que el ML ha tenido un impacto positivo en la ciencia concreta, sobre la implementación, aplicación e 1501 





interpretación de los algoritmos de ML, para la evaluación de las construcciones a base de concreto. 

Un ejemplo de ello es presentado por Nguyen et al. (2021) cuyos resultados sobre resistencias  a  la  compresión  y  a  la  tracción  del  hormigón  de  alto  rendimiento muestra una mejora significativa en términos de tanto la precisión de la predicción como el esfuerzo computacional al usar Machine Learning. 

En este orden de ideas Olausi y Awoyera (2021) señalan que los modelos basados en  ML  están  estrechamente  alineados  con  la  resistencia  al  corte  observado experimentalmente  y  los  modelos  predictivos  existentes,  pero  proporcionan predicciones más precisas e imparciales, además de que los modelos basados en ML mostraron el sesgo y la variabilidad más bajos. 

Por su parte Asteris et al. (2021) según los resultados experimentales, el modelo HENSM  recientemente  construido  tiene  mucho  potencial  para  ser  una  nueva alternativa  en  el  manejo  de  los  problemas  estructurales  en  construcciones  de concreto, por lo tanto, puede usarse para predecir el comportamiento en el diseño de  construcciones  de  concreto,  para  que  sean  menos  contaminantes  y  más sostenibles. 

Por último, Hwang et al. (2021) al emplear una metodología basada en aprendizaje automático para predecir la demanda sísmica y el estado de colapso de edificios con estructura de hormigón armado dúctil (RC) ante futuros movimientos sísmicos del suelo teniendo en cuenta las diversas fuentes de incertidumbre inherentes a la idealización del modelo estructural, logrando resultados satisfactorios. 

Los próximos 6 artículos describen los métodos de inteligencia artificial empleados basados en deep Learning para la identificación de riesgos y selección del concreto en  base  a  su  calidad  de  resistir  eventos  extremos  (Tabla  4),  cuyos  principales hallazgos se describen a continuación: 

 

Tabla 4 

 Métodos empleados basado en basado en machine laerning para la identificación de riesgos y selección del concreto en base su calidad de resistir eventos extremos 1502 







Titulo 

Autores 

Ano 

Classification and quantification of cracks in 

Flah et al. 

2020 

concrete structures using deep learning 

image-based techniques 

Concrete crack detection and quantification 

Park et al. 

2020 

using deep learning and structured light. 

Concrete cracks detection and monitoring 

Arbaoui et al. 

2021 

using deep learning-based multiresolution 

analysis. 

A deep learning approach for 

Ai y Cheng 

2023 

electromechanical impedance based concrete 

structural damage quantification using two-

dimensional convolutional neural network 

A deep learning approach for fast detection 

Jian et al. 

2021 

and classification of concrete damage. 

Artificial intelligence, machine learning, and 

Taper y Nazer 

2023 

deep learning in structural engineering: a 

scientometrics review of trends and best 

practices 

Fuente: Elaboración propia 

Flah et al. (2020) lograron una precisión de clasificación superior del 97,63 %, 96,5 

%  y  96,17  %  para  los  datos  de  entrenamiento,  validación  y  prueba, respectivamente, junto con un bajo error de cuantificación del 1,5 %, 5 % y 2 % 

para  la  longitud,  el  ancho  y  el  ángulo  de  la  grieta  respectivamente  al  usar  un modelo  basado  en  DL,  lo  que  permitió  identificar  con  precisión  el  tipo  de  daño estructural y su gravedad en función del rango permitido de ancho de fisura de hormigón  para  diferentes  estructuras,  incluidos  edificios  residenciales  según diferentes normas y códigos internacionales. 

Esto  concuerda  con  lo  reportado  por  Park  et  al.  (2020)  quienes  han  podido identificar y cuantificar grietas en estructuras utilizando un algoritmo DL para la detección  en  tiempo  real,  donde  los  tamaños  de  las  grietas  detectadas  se  han calculado  en  función  de  las  posiciones  de  los  rayos  láser  proyectados  sobre  la superficie estructural. 

En este mismo sentido Arbaoui et al. (2021) lograron mediante análisis de datos que son wavelets y aprendizaje profundo una alta precisión cercana al 90%, para 1503 





la identificación y cuantificación de grietas, con el valor agregado usaron una base de datos de acceso abierto. 

Igualmente, Ai y Cheng (2023) demostraron con su investigación que el enfoque propuesto es de alta precisión y eficiencia incluso en daños pequeños, allanando así un camino prometedor para el monitoreo de estructuras de concreto en la vida real, permitiendo tomar medidas preventivas para seleccionar materiales de alta calidad y mayor resistencia. 

Por su parte Jian et al. (2021) al realizar una comparación de DL con los algoritmos tradicionales de detección de objetos dañados en el concreto, encontraron que DL 

ahorra  más  costos  de  mano  de  obra  y  logra  una  mayor  precisión.  Además,  la reducción de los parámetros de la red hace que el modelo sea más portátil, lo que mejora enormemente la velocidad y el rendimiento de la detección de grietas. 

Por último, Taper y Nazer (2023) demostraron la importancia de la aplicación de la inteligencia artificial mediante, ML y DL para la selección de técnicas y materiales resistentes  a  terremotos,  huracanes  e  incendios,  así  como  monitoreo  de  salud estructural,  detección  de  daños  y  predicción  de  propiedades  de  materiales estructurales basados en el análisis de más de 200 simulaciones. 

Finalmente, los últimos 6 artículos abordan los métodos de inteligencia artificial empleados  basados  en  redes  neuronales  para  la  identificación  de  riesgos  y selección del concreto en base a su calidad de resistir eventos extremos (Tabla 5), cuyos principales hallazgos se describen a continuación. 

Tabla 5  

 Métodos empleados basado en basado en redes neuronales para la identificación de riesgos y selección del concreto en base su calidad de resistir eventos extremos. 

  

Titulo 

Autores 

Ano 

Concrete compressive strength using 

Asteris y 

2020 

artificial neural networks. 

Mokos 

Structural design of reinforced concrete  Pizarro y 

2021 

buildings based on deep neural 

Massone 

networks. 

Artificial neural network-based 

Kim et al. 

2020 

automated crack detection and 
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analysis for the inspection of concrete 

structures 

Development of deep neural network 

Ly et al. 

2021 

model to predict the compressive 

strength of rubber concrete. 

Crack detection of concrete structures 

Yu et al. 

2020 

using deep convolutional neural 

networks optimized by enhanced 

chicken swarm algorithm. 

Using artificial neural network and 

Saleem y 

2021 

non‐destructive test for crack detection  Gutierrez 

in concrete surrounding the embedded 

steel reinforcement. 

Fuente: Elaboración propia 



Asteris y Mokos (2020) al hacer la comparación de los resultados derivados de las redes  neuronales  (ANN)  con  los  hallazgos  experimentales,  demostraron  la capacidad de las ANN para estimar la resistencia a la compresión del hormigón de una manera confiable y robusta. 

Mientras  que  Pizarro  y  Massone  (2021)  usaron  un  modelo  de  regresión  para predecir  la  longitud  y  el  espesor  de  los  muros  de  edificios  de  hormigón  armado basado en redes neuronales profundas, el cual se alimentó con una base de datos de 165 proyectos residenciales chilenos mostrando una eficiencia entre 94 y 95 %. 

Por  su  parte  Kim  et  al.  (2020)  evaluaron  el  rendimiento  de  redes  neuronales utilizando varias imágenes de grietas con etiqueta y los resultados mostraron un buen rendimiento en la detección de grietas y sus mediciones. De igual manera Ly et al. (2021) se basaron en una base de datos de 223 datos experimentales para desarrollar  el  modelo  de  redes  neuronales  (DNN),  la  cual  fue  evaluada estadísticamente, verificando la confiabilidad de los resultados y confirmando el excelente desempeño de este procedimiento. 

En este mismo sentido Yu et al. (2020) señalan que el modelo se entrena y prueba utilizando  parches  de  imágenes  recortadas  a  partir  de  imágenes  sin  procesar obtenidas de muestras de hormigón dañadas, lo que permite realizar un estudio 1505 





para  evaluar  el  rendimiento  del  método  propuesto  a  través  de  un  grupo  de indicadores de evaluación estadística. 

Finalmente, Saleem y Gutiérrez (2021) señalan que la red neuronal artificial (ANN) se desarrolla para evitar supuestos simplificados para el desarrollo de modelos que sirvan  para  predecir  el  agrietamiento,  debido  a  la  distribución  de  tensiones complejas no lineales, así como para predecir el ancho de la grieta y realizar un análisis de sensibilidad y determinar los factores que influyen en el deterioro de las uniones. 

DISCUSIÓN 

Los resultados muestran que los ensayos en campo y las estimaciones matemáticas han  sido  sustituidos  por  la  inteligencia  artificial  para  la  selección  del  concreto adecuado para obras de calidad y resistencia (Nafees et al. 2021). De los métodos investigados el Machine Learning el Deep Learning y las redes neuronales (Tran et al. 2022; Le et al.2021; Liu et al.2021) son los que ofrecen los mejores resultados al tener la mayor eficiencia en términos de resultados reales y menor tasa de error. 

La evaluación de la calidad de concreto está orientada a reducir las amenazas que garanticen  la  seguridad  de  las  personas  como  son  incendios  terremotos  y huracanes (Vitorino et al., 2020; Dogan et al.2021; Zhu y Dong 2021). Un aspecto negativo  es  que la  mayoría  de  la literatura  consultada  corresponde  al  uso de la inteligencia artificial en países desarrollados como Asia, Europa y Norteamérica en comparación a su uso en Latinoamérica (Ortega et al. 2021). El poder seleccionar concreto de mejor calidad para garantizar la seguridad y durabilidad de la obra en la práctica se puede dificultar en los países más pobres quienes tienen la disyuntiva de sacrificar calidad y seguridad por costos. 

Seleccionar concreto de calidad es una acción obligatoria dentro del campo de la ingeniería civil para asegurar en el contexto de la construcción residencial obras duraderas, seguras y de calidad. 
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Los métodos de selección basado en inteligencia artificial han sido eficientes para la  evaluación  de  la  calidad  de  concreto  tanto  en  términos  de  características  de materiales como la exposición a factores de riesgos como incendios, terremotos y huracanes. 

Existe una brecha en la aplicación en los métodos de evaluación de concreto entre los países más desarrollado, debido a la facilidad de acceso a tecnología y data de calidad. 
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